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Resumen: El objetivo de este estudio fue verificar un modelo 
predictivo de rasgos de personalidad positivos y negativos tomando 
como criterio el bienestar psicológico mediante la implementación de 
algoritmos de machine learning. Participaron 2038 sujetos adultos 
(51.9 % mujeres). Para la recolección de datos se utilizó: Big Five 
Inventory y Mental Health Continuum-Short Form. Además, para 
evaluar los rasgos positivos y negativos de personalidad se utilizaron 
los ítems ya validados de los modelos de rasgos positivos (HFM) y 
negativos (BAM) de forma conjunta. A partir de los hallazgos 
encontrados se pudo verificar que la eficacia predictiva del modelo 
testeado de rasgos positivos y negativos derivados de un enfoque 
léxico resultó superior a la capacidad predictiva de los rasgos 
normales de personalidad para la predicción del bienestar. 
Palabras clave: rasgos positivos; rasgos negativos; personalidad; 
bienestar psicológico; algoritmos 
 
Abstract: The objective of the study was to verify a predictive model of 
positive and negative personality traits taking psychological well-being as a 
criterion through the implementation of machine learning algorithms. 2038 
adult subjects (51.9 % women) participated. For data collection were used: 
Big Five Inventory and Mental Health Continuum-Short Form. In addition, to 
assess the positive and negative personality traits, the already validated 
items of the positive (HFM) and negative trait models (BAM), were used 
jointly. Based on the findings found, it was possible to verify that the 
predictive efficacy of the tested model of positive and negative traits, derived 
from a lexical approach, was superior to the predictive capacity of normal 
personality traits for the prediction of well-being. 
Keywords: positive traits; negative traits; personality; psychological well-being; 
algorithms 
 
Resumo: O objetivo do estudo foi verificar um modelo preditivo de traços de 
personalidade positivos e negativos tendo como critério o bem-estar 
psicológico por meio da implementação de algoritmos de machine learning. 
Participaram 2.038 sujeitos adultos (51,9 % mulheres). Para a coleta de 
dados foram utilizados: Big Five Inventory e Mental Health Continuum-Short 
Form. Além disso, para avaliar os traços de personalidade positivos e 
negativos, foram utilizados conjuntamente os itens já validados dos modelos 
de traços positivos (HFM) e negativos (BAM). Foi possível verificar que a 
eficácia preditiva do modelo testado de traços positivos e negativos 
derivados de uma abordagem lexical foi superior à capacidade preditiva de 
traços normais de personalidade para a predição do bem-estar. 
Palavras-chave: traços positivos, traços negativos, personalidade, bem-estar 
psicológico, algoritmos 
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Desde el siglo XX las características positivas y negativas de las personas se volvieron objeto de interés 
por parte de la psicología (McCullough & Snyder, 2000; Peterson & Seligman, 2004). Históricamente, se 
abordaron estas temáticas desde diferentes enfoques. Los enfoques empíricos, que se relacionan con el 
estudio de las características humanas, se pueden clasificar de dos maneras: guiados por las teorías 
(theory-driven) y guiados por los datos (data-driven). Los enfoques que son guiados por las teorías 
diseñan a priori un modelo teórico, que luego se intenta corroborar con datos empíricos. Los enfoques 
guiados por los datos se caracterizan por ser estudios en los que se analizan datos empíricos con el 
objetivo de identificar agrupaciones de elementos (por ejemplo, características positivas) para 
encontrar una generalización de estos para conseguir su replicación en diferentes poblaciones (Chow, 
2002). 

En cuanto a las características positivas, existen varios modelos que exploraron y estudiaron 
esta temática. La clasificación de virtudes y fortalezas de Peterson y Seligman (2004) se encuentra 
dentro de la categoría de enfoques guiados por las teorías. Los autores propusieron un listado de 24 
fortalezas del carácter, correspondiente con seis virtudes (coraje, justicia, humanidad, sabiduría, 
templanza y trascendencia). Más recientemente, Kaufman et al. (2019) propusieron un modelo de 
rasgos positivos denominado Light Triad (por oposición al modelo de rasgos oscuros Dark Triad; 
Paulhus & Williams, 2002), que incluye tres rasgos: kantianismo (rasgos orientados a tratar a los demás 
como fines en sí mismos y no como medios para un fin), humanismo (rasgos orientados a respetar la 
dignidad y valor de cada individuo) y confianza en la humanidad (rasgos orientados a creer y confiar en 
la bondad de los otros). 

En cuanto a enfoques guiados por los datos se pueden citar varios ejemplos. Por un lado, Walker 
y Pitts (1998) buscaron analizar las concepciones sobre la excelencia moral, solicitando a los 
participantes que identifiquen atributos que posee una persona con elevada moral. Con esos datos, 
generaron un conjunto de descriptores morales. Se hallaron seis agrupaciones de atributos: idealista 
basado en principios, confiable y leal, íntegro, bondadoso, justo y, por último, confidente. Por su parte, 
Cawley et al. (2000) identificaron 140 palabras del diccionario que tenían correspondencia con las 
virtudes morales. Con estos adjetivos y sustantivos, y a través de procedimientos de análisis factorial, 
los autores encontraron cuatro dimensiones de virtudes positivas: empatía, orden, ingenioso y sereno. 
De Raad y van Oudenhoven (2011), utilizando una aproximación psicoléxica, solicitaron a estudiantes y 
psicólogos que identificaran palabras que describieran virtudes de una serie de términos del 
diccionario. De este estudio surgió un modelo seis factores de virtudes: sociabilidad, logro, respeto, 
vigor, altruismo y prudencia. Otro estudio data-driven fue el realizado por Morales-Vives et al. (2014). 
Los autores identificaron 209 descriptores de virtudes. Como resultado de este procedimiento se 
propuso un modelo de siete dimensiones: autoconfianza, reflexión, serenidad, rectitud, perseverancia y 
esfuerzo, compasión y sociabilidad. 

Más recientemente, Cosentino y Castro Solano (2017) exploraron las características positivas 
humanas también desde un acercamiento psicoléxica. Este tipo de aproximación fue empleada por 
primera vez por Allport y Odbert (1936), y otorga un lugar fundamental al léxico, como una base con la 
cual se puede construir una clasificación de las diferencias humanas (De la Iglesia & Castro Solano, 
2020). En un primer estudio, Cosentino y Castro Solano (2017) identificaron las características positivas 
desde el punto de vista de las personas comunes con el objetivo de desarrollar un modelo de factores de 
rasgos positivos humanos, compartidos socialmente, y que pudiera ser replicable en otras poblaciones. 
Esta investigación resultó novedosa, debido a que los estudios anteriores se centraron solamente en las 
características asociadas a rasgos morales, en tanto que los talentos y habilidades habían sido excluidos 
de manera sistemática. Este modelo incluyó estas características de manera más amplia, abarcando las 
relacionadas con la performance (como la inteligencia). 

Dicha investigación dio como resultado el Modelo de los Cinco Altos o High Five Model (HFM) 
(Cosentino & Castro Solano, 2017). Se encontraron cinco rasgos presentes de manera relativamente 
estable, que varían en cada individuo, se pueden medir y, además, incrementar o reducirse por 
influencias internas o externas. Según los autores, los cinco factores del HFM son: erudición (un rasgo 
asociado a pensar soluciones, tener deseos de aprender), paz (se asocia a pensar en calma y confiar en 
que las cosas van a seguir su curso natural), jovialidad (se expresa en deseos de hacer reír a los demás, 
de divertirse y divertir a los otros), honestidad (se asocia con mostrarse transparente y tener una 
tendencia a decir la verdad) y tenacidad (se expresa en perseguir metas y buscar cumplir objetivos con 
esfuerzo).  
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Por otro lado, también la psicología se interesó por las características negativas de la 
personalidad humana. Los estudios que proponen modelos de rasgos negativos han utilizado en general 
un enfoque guiado por las teorías. Un modelo que generó gran interés es el de la Tríada Oscura de 
Personalidad o Dark Triad (Paulhus & Williams, 2002), que propone tres rasgos negativos, pero no 
patológicos de la personalidad (maquiavelismo, narcisismo y psicopatía). Este modelo fue ampliado 
luego de su creación para incluir una nueva dimensión: sadismo (Jones & Paulhus, 2014). 

Cosentino y Castro Solano (2023) propusieron un modelo de las características negativas desde 
la perspectiva de las personas comunes, así como el modelo de rasgos positivos. Utilizando el enfoque 
psicoléxico, encontraron tres factores que mostraron un buen ajuste de datos. Se denominó a este 
modelo derivado inductivamente brutalismo, arrogantismo y malignismo (BAM). Los tres factores son: 
brutalismo (individuos descuidados, inestables, groseros, insoportables), arrogantismo (sujetos 
arrogantes, engreídos, presumidos y pedantes) y malignismo (personas tramposas, que realizan actos 
inmorales, mezquinos, rencorosos, etc.). Este modelo es más reciente que el modelo de los rasgos 
positivos de la personalidad y se encuentra en su fase de validación. 

Bienestar y modelos de personalidad positiva y negativa 

El estudio del vínculo entre la personalidad y el bienestar ha sido muy estudiado, ya que los 
rasgos de personalidad se consideran los predictores más conocidos de las experiencias subjetivas 
(Tkach & Lyubomirsky, 2006). Las investigaciones clásicas que intentaron explicar el bienestar desde 
las variables de personalidad consideraron mayormente los rasgos de personalidad normal (Anglim et 
al, 2020), principalmente desde el Five Factor Model (FFM; Costa & McCrae, 1984). Sin embargo, en los 
últimos años se ha comenzado a prestar atención a la relación con rasgos negativos (Blasco-Belled et al., 
2024) y positivos de la personalidad (Kaufman et al., 2019). 

En la presente investigación se aborda el bienestar desde la perspectiva de Keyes (2002, 2005), 
ya que es una de las más empleadas en los estudios internacionales. El autor entiende a la salud mental 
como un continuo denominado languishing-flourishing en el que los individuos se pueden clasificar en 
tres grupos: languishing, integrado por sujetos que presentan dificultades en la vida, falta de 
compromiso, sentimiento de vacío; flourishing, sujetos que tienen un desarrollo óptimo en su vida; y, 
por último, moderate mental health, que está formado por sujetos que no entran en las dos 
clasificaciones anteriores, presentando un nivel moderado. Este modelo comprende, entonces, a la salud 
y a la enfermedad como un continuo a través de la presencia o ausencia, además del grado de bienestar 
hedónico (emocional) y eudaemónico (bienestar social y psicológico). 

En cuanto a la relación entre bienestar y los rasgos del FFM, un meta-análisis reciente (Anglim 
et al., 2020) reporta que los rasgos que muestran mayor asociación con el bienestar tanto hedónico 
como eudaemónico son el neuroticismo, la extraversión y la responsabilidad. 

Si se considera los rasgos positivos de personalidad, algunos estudios muestran que el modelo 
de fortalezas del carácter de Peterson y Seligman (2004; Park et al., 2004) permite predecir la 
satisfacción con la vida, siendo las fortalezas esperanza, gratitud, curiosidad y amor las más asociadas. 
Asimismo, tomando el modelo más reciente de Kaufman et al. (2019), se halló que los tres rasgos 
luminosos que correlacionan de forma positiva son la satisfacción con la vida con el bienestar global 
(Kaufman et al., 2019; Stavraki et al., 2023). 

En relación con el modelo de rasgos positivos analizado en esta investigación —el modelo de los 
Cinco Altos—, los estudios previos demostraron que estos factores de personalidad positiva tenían 
validez incremental para predecir el bienestar psicológico (hedónico y eudamónico) por sobre el 
modelo del FFM (Cosentino & Castro Solano, 2017). Además, otro estudio demostró que estos factores 
se asociaban negativamente con indicadores de sintomatología psicológica, bajo riesgo de contraer 
enfermedades médicas y con rasgos patológicos de la personalidad (Castro Solano & Cosentino, 2017). 
Particularmente, los rasgos paz y jovialidad eran los rasgos más fuertemente asociados con el bajo riesgo 
de contraer tanto enfermedades médicas como psicológicas. En otro estudio realizado con estudiantes 
universitarios se pudo verificar que los factores altos, además de ser promotores del bienestar 
psicológico, permitían predecir tanto la adaptación a la vida universitaria como el rendimiento 
académico de los estudiantes (Castro Solano & Cosentino, 2019). En este caso, la tenacidad y la erudición 
eran los dos factores de personalidad positivos más fuertemente asociados con la percepción de ajuste 
a la vida universitaria. 
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En cuanto a antecedentes que relacionan el bienestar con rasgos de personalidad negativa, 
estudios realizados con el modelo de la Tríada Oscura dan cuenta de que los rasgos maquiavelismo y 
psicopatía son los que mejor predicen de forma negativa el bienestar, sobre todo, de carácter 
eudaemónico (Liu et al., 2021). Un metaanálisis reciente, que incluyó el análisis de 55 estudios que 
trabajaron con modelos de personalidad negativa, reportó que el antagonismo, la desinhibición y el 
maquiavelismo se relacionaron con los niveles más bajos de bienestar. Asimismo, mostraron que la edad 
y el género moderaron algunas de estas asociaciones (Blasco-Belled et al., 2024). 

Si se considera el modelo de rasgos negativos analizado en esta investigación —el modelo 
BAM—, resultados previos mostraron asociaciones negativas con la satisfacción con la vida, y positivas 
con síntomas psicopatológicos (Cosentino & Castro Solano, 2023).  

La presente investigación 

El propósito de esta investigación es estudiar de forma conjunta un modelo de rasgos positivos 
y negativos derivados de un enfoque psicoléxico para la predicción del bienestar psicológico tanto 
hedónico como eudaemónico. En relación con los rasgos positivos se consideró el modelo de los Cinco 
Altos (Cosentino & Castro Solano, 2017). En relación con los rasgos negativos de la personalidad se tomó 
un modelo de características psicoléxicas especialmente diseñado para la población local (Cosentino & 
Castro Solano, 2023). 

De acuerdo con lo expuesto, las razones por las cuales se escogen estos modelos son, por un lado, 
que los modelos de personalidad más modernos (e.g., rasgos positivos y negativos) agregan variancia 
adicional para la explicación del bienestar psicológico por sobre los modelos de personalidad clásicos 
(Cosentino & Castro Solano, 2017; Castro Solano & Cosentino, 2019). Por otro lado, ambos modelos han 
sido desarrollados localmente, desde un enfoque psicoléxico, lo que disminuye el riesgo de caer en una 
perspectiva ética-impuesta, dado que la equivalencia cultural de algunos constructos psicológicos (e,g., 
características positivas) es tema de debate constante (Lopez et al., 2002).  

Una novedad de este estudio refiere a la utilización de algoritmos de machine learning 
(aprendizaje automático). Desde hace algunos años estos algoritmos se han popularizado en psicología, 
especialmente con propósitos predictivos (Yarkoni & Westfall, 2017), ya que permiten descubrir 
patrones y desarrollar modelos predictivos en una variedad de circunstancias y campos de aplicación 
de la psicología, tales como la psicometría, la psicología experimental, el diagnóstico, el tratamiento, el 
seguimiento y la atención personalizada de los pacientes (Dey, 2016; Dhall et al., 2020; Dwyer et al, 
2018; Jacobucci & Grimm, 2020; Koul et al., 2018; Lin et al., 2020; Orrù et al., 2020; Shatte et al., 2019). 
Por ejemplo, algunas investigaciones que usaron algoritmos de aprendizaje automático permitieron 
identificar rasgos de personalidad a través de posteos en redes sociales (Bleidorn & Hopwood, 2019; 
Park et al., 2015), o de la música preferida según los likes en Facebook (Nave et al., 2018). En el ámbito 
clínico, un estudio reciente, a través de algoritmos de aprendizaje automático, pudo identificar 
predictores específicos de las experiencias de afrontamiento de un amplio grupo de pacientes que 
realizaban un tratamiento cognitivo conductual (Gómez Penedo et al., 2022).  

Por lo tanto, los aportes de esta investigación recaen, por un lado, en el plano teórico, ya que las 
investigaciones clásicas que explicaron el bienestar desde las variables de personalidad consideraron 
mayormente los rasgos de personalidad normal desde el FFM o derivaciones de este (Anglim et al., 
2020). En este caso, la contribución principal de este estudio es el aporte de un modelo que incluye otras 
variables de personalidad no analizadas comúnmente y que han tomado relevancia en el campo de 
estudio de la personalidad: rasgos negativos y rasgos positivos. Utilizar modelos que consideren nuevas 
variables de personalidad permite incrementar la predicción del bienestar (mayor variancia explicada 
frente a los modelos tradicionales). A esto se agrega que se propone probar el funcionamiento integrado 
de rasgos positivos y negativos en un mismo modelo.  

Por otro lado, desde el punto de vista metodológico, el aporte recae en la inclusión de algoritmos 
de machine learning para la explicación de las variables criterio (bienestar psicológico, emocional y 
social). Los algoritmos clasificatorios ayudan a mejorar, desde el punto de vista metodológico, la 
predicción al identificar subgrupos de sujetos específicos. Por su parte, los algoritmos predictivos 
permiten: a) ejecutar los análisis con menos supuestos estadísticos (e.g. normalidad, homogeneidad de 
variancia), b) considerar una amplia cantidad de variables sin afectar los resultados (alta 
dimensionalidad), c) estimar la capacidad de generalización de los resultados  mediante técnicas de 
validación cruzada, técnica muy robusta en la cual se dividen los datos en fases de entrenamiento y en 
fases de test, siendo en esta última en la que se prueban si los resultados entrenados son válidos en otra 
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muestra diferente (Dwyer et al, 2018). Este último procedimiento y la incorporación de técnicas de 
regularización (hiperparámetros en las regresiones Lasso y Ridge) resultan muy superiores a la 
utilización de las regresiones lineales clásicas, ya que permiten mejorar la exactitud y la capacidad de 
generalización de los resultados (Delgadillo et al., 2020; Zou & Hastie, 2005). 

A partir de lo expuesto, los objetivos de este estudio son: (1) Verificar un modelo predictivo de 
rasgos de la personalidad positivos y negativos tomando como criterio el bienestar psicológico 
(personal, emocional y social) mediante la implementación de algoritmos de aprendizaje automático 
(regularización Lasso, Ridge y Random Forest); (2) Verificar la eficacia predictiva del modelo de 
personalidad de rasgos positivos y negativos por sobre el modelo de los rasgos de personalidad normal, 
tomando como criterio el bienestar psicológico (personal, emocional y social) mediante la 
implementación de algoritmos de aprendizaje automático (regularización Lasso, Ridge y Random 
Forest); (3) Verificar la precisión, la sensibilidad y la especificidad del modelo predictivo de los rasgos 
de personalidad positivos y negativos para identificar correctamente personas con alto y bajo bienestar 
psicológico utilizando algoritmos de aprendizaje automático (máquina de vectores de soporte).  

Método 

Participantes  

Los sujetos participaron de forma voluntaria y anónima. Se utilizó como criterio de inclusión que 
fueran ciudadanos argentinos y mayores de edad (a partir de los 18 años). La muestra final estuvo 
constituida por un total de 2038 participantes. El 51.9 % (n = 1058) fueron mujeres y el 48.1 % (n = 980) 
varones. La edad promedio era de 40.4 (DE = 14.7), con edades entre los 18 y los 91 años. En cuanto al 
estado civil, el 33.2 % (n = 676) estaba soltero, el 16.5 % (n = 336) estaba de novio, el 26.1 % (n = 531) 
se encontraba casado o unido, el 20.4 % (n = 416) declaró estar divorciado o separado, mientras que el 
3.9 % (n = 79) era viudo. En relación a sus ocupaciones, el 53.4 % (n = 1088) eran empleados, el 18.3 % 
(n = 374) no se encontraba activamente trabajando en el momento de realizar la encuesta, 20.1 % 
(n = 409) declararon trabajar por su cuenta, el 0.5 % (n = 11) eran trabajadores que no percibían salario, 
el 2.6 % (n = 54) eran ama/o de casa, mientras que el 5 % (n = 102) eran empleadores. Por último, en 
relación al nivel socioeconómico, el 2.0 % (n = 40) pertenecía a un nivel bajo, el 14.3 % (n = 292) formaba 
parte de un nivel medio-bajo, el 63.5 % (n = 1294) a un nivel medio, el 17.8 % (n = 363) declaró 
pertenecer a un nivel medio alto y el 2.4 % (n = 49) de la muestra pertenecía un nivel socioeconómico 
alto. 

Materiales 

Big Five Inventory (BFI; John et al., 1991; adaptación argentina Castro Solano & Casullo, 2001). 
Consiste en un instrumento de 44 ítems que evalúa los cinco grandes rasgos de personalidad 
(extraversión, agradabilidad, responsabilidad, neuroticismo, apertura a la experiencia). El autor de la 
técnica demostró su validez y fiabilidad en grupos de población general adulta norteamericana. Esos 
estudios verificaron la validez concurrente con otros instrumentos reconocidos que evalúan 
personalidad. Estudios realizados en Argentina verificaron la validez factorial de los instrumentos para 
población adolescente, población adulta no consultante y población militar (Castro Solano & Casullo, 
2001). En todos los casos se obtuvo un modelo de cinco factores que explicaban alrededor del 50 % de 
la variancia de las puntuaciones. Para esta muestra se obtuvieron valores de consistencia interna 
adecuados (ordinal alpha): extraversión = .76; agradabilidad = .79; responsabilidad = .82; 
neuroticismo = .74; apertura a la experiencia = .69. 

Mental Health Continuum- Short Form (MHC-SF; Keyes, 2005; adaptación argentina de Lupano 
Perugini et al., 2017). Este instrumento de 14 ítems evalúa el grado de: a) bienestar emocional, 
entendido en términos de afectos positivos y satisfacción con la vida (bienestar hedónico); b) bienestar 
social (incluye las facetas de aceptación, actualización, contribución social, coherencia e integración 
social); c) bienestar personal en términos de la teoría de Ryff (1989; autonomía, control, crecimiento 
personal, relaciones personales, autoaceptación y propósito). El MHC-SF ha mostrado buenas evidencias 
de consistencia interna (> .70) y validez discriminante en muestras de adultos de diversos países. La 
estructura de tres factores de la escala (emocional, psicológica y social) ha sido verificada en dichos 
estudios. Los estudios de validación de este instrumento en Argentina han confirmado la estructura 
factorial del instrumento y han dado evidencia de una buena validez convergente y consistencia interna 
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en población adulta (Lupano Perugini et al., 2017). La fiabilidad por escala para esta muestra fue 
(ordinal alpha): bienestar emocional = .80; bienestar social = .74; bienestar personal = .77. 

Rasgos positivos y negativos de la personalidad 

Para evaluar los rasgos positivos y negativos de la personalidad desde un punto de vista 
psicoléxico se utilizaron los ítems ya validados de los modelos de rasgos de personalidad positivos 
(Modelo de los Cinco Altos [HFM], Cosentino & Castro Solano, 2017) y los derivados del modelo de 
rasgos negativos (BAM; Cosentino & Castro Solano, 2023), de forma conjunta. 

Modelo de los Cinco Altos (rasgos positivos; Cosentino & Castro Solano, 2017). Para evaluar los 
rasgos positivos de la personalidad se tomaron en cuenta el modelo HFM, a través de los ítems de la 
escala High Factor Inventory (HFI). La escala está compuesta por 23 ítems que evalúan los cinco factores 
altos: erudición, paz, jovialidad, honestidad y tenacidad. Estos factores fueron obtenidos mediante un 
procedimiento inductivo que partió del punto de vista de las personas comunes sobre las características 
humanas positivas. Se pide a las personas que respondan a cada ítem, por ejemplo, “Tengo paciencia” 
en una escala Likert que va de 1 (nunca) a 7 (siempre). A mayor puntuación de cada subescala, más 
elevado factor alto. Los estudios sobre el HFI demostraron validez convergente y divergente en relación 
con la clasificación Values in Action de Peterson y Seligman (2004) e incremental por sobre los factores 
y facetas del modelo de los cinco grandes de la personalidad para la predicción del bienestar psicológico, 
emocional y social. Para esta muestra se obtuvieron valores de consistencia interna adecuados (ordinal 
alpha): erudición = .84, paz =.86, jovialidad =.88, honestidad =.88 y tenacidad =.86. 

Modelo BAM (rasgos negativos; Cosentino & Castro Solano, 2023). Para evaluar los rasgos 
negativos de la personalidad se tomó en cuenta el modelo de rasgos negativos a través de los ítems del 
inventario BAM (Brutalismo, Arrogantismo, Malignismo). El modelo BAM es un modelo reciente que 
está compuesto por tres factores obtenidos de forma inductiva y que evalúan características negativas 
de la personalidad. El procedimiento inductivo siguió un enfoque psicoléxico a través de un corpus de 
palabras obtenidas a partir de personas comunes que relataban características consideradas “negativas” 
y que eran compartidas socialmente. El factor brutalismo está definido por un conjunto de rasgos 
individuales negativos como ser insoportable, descuidado, inestable, ridículo; el factor arrogantismo 
está definido por un conjunto de características negativas como ser arrogante, engreído, creído, 
narcisista y presumido; y el factor malignismo está definido por características como ser corrupto, 
embustero, inmoral, malintencionado y despreciable, entre otras. Se evalúa a los participantes pidiendo 
que respondan al ítem, por ejemplo, “Soy presumido” en una escala Likert que va de 1 (nunca) a 7 
(siempre). En un estudio preliminar (Cosentino & Castro Solano, 2023) el modelo demostró buena 
validez de constructo y asociaciones positivas con síntomas y rasgos psicopatológicos y asociaciones 
negativas con la satisfacción de la vida. Asimismo, predijo esas características psicológicas mejor de lo 
que predice el modelo de la Tríada Oscura (Paulhus & Williams, 2002). Los 22 ítems del modelo se 
agrupan en 3 factores que fueron confirmados mediante técnicas de análisis factorial confirmatorio que 
demostraron un buen ajuste del modelo a los datos (estimador de mínimos cuadrados ponderados 
robusto (DWLS, robusto) χ2 (206) = 323.00, p < .05, estimadores de ajuste CFI = .986, SRMR = .060, 
RMSEA = .041 (90 % Confidence Interval = .032 - .049). Se decidió incluir este modelo de personalidad 
como complementario del modelo de rasgos positivos (HFI) con el propósito de seguir estudiando su 
validez predictiva. Para esta muestra se obtuvieron valores de consistencia interna adecuados (ordinal 
alpha): brutalismo = .85, arrogantismo =.91 y malignismo =.85. 

Procedimiento 

Los datos fueron recolectados por pasantes que se encontraban realizando una práctica de 
investigación en una universidad privada de la ciudad de Buenos Aires, Argentina. Los participantes 
fueron voluntarios y no recibieron retribución alguna por su colaboración. Los datos fueron 
recolectados durante el año 2021 y 2022. Los materiales se administraron online mediante la aplicación 
del servidor de encuestas SurveyMonkey. En la página de inicio de la encuesta se solicitaba el 
consentimiento del participante, se aseguraba el anonimato de los datos y su uso exclusivo para 
investigación. La recogida de los datos fue supervisada por uno de los autores de este artículo. La 
investigación siguió los lineamientos éticos internacionales (APA y NC3R) y del Consejo Nacional de 
Investigaciones Científicas y Técnicas (Conicet) para el comportamiento ético en las Ciencias Sociales y 
Humanidades (Resolución n.o 2857, 2006) y cuenta con la aprobación de los comités de ética 
correspondientes. 
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Para el análisis de los datos se utilizó el paquete estadístico Jamovi (2022) a través del entorno 
R, Versión 4.1.2 (R Core Team, 2021) para los cálculos de correlaciones y de regresión logística. Para el 
cálculo de los algoritmos de aprendizaje automático, se utilizó el software de uso libre R (R Core Team, 
2021). Se utilizaron los paquetes caret, glmnet, randomForest y e107. 

Análisis de datos 

Se utilizaron diferentes algoritmos de aprendizaje automático con el propósito de validar un 
modelo de rasgos positivos y negativos de la personalidad para la predicción de los diferentes tipos de 
bienestar psicológico (objetivos de investigación 1 y 2), tomando como punto de partida el modelo de 
rasgos de personalidad normal.  

Como primer paso, se dividió aleatoriamente la muestra de participantes en dos subconjuntos. 
El primero de ellos se denominó conjunto de datos de entrenamiento (2/3 de los participantes, 
n = 1528), el segundo subconjunto se lo denominó conjunto de datos de validación (1/3 de la muestra, 
n = 510). Todas las variables continuas se transformaron a puntuaciones z. 

Se trabajó con diferentes técnicas de regularización (regresión Lasso y regresión Ridge) para 
poder verificar la eficacia predictiva de dos modelos de personalidad (rasgos de personalidad normal 
vs. rasgos negativos y positivos) sobre el bienestar psicológico. Con propósitos de comparación, se llevó 
a cabo una regresión lineal (mínimos cuadrados ordinarios) en la que se incluyeron todos los 
predictores de ambos modelos (variables de personalidad) de forma conjunta. Las técnicas de 
regularización empleadas son extensiones de la regresión de mínimos cuadrados ordinarios e incluyen 
diferentes tipos de penalidades en los coeficientes de regresión con el propósito de mejorar la 
interpretación de los modelos (Zou & Hastie, 2005).  

La regresión Ridge se utiliza el que caso en que haya multicolinealidad entre los predictores. La 
ventaja de este tipo de regresión es mantener a todos los predictores en el modelo y la desventaja es no 
producir modelos parsimoniosos por la razón comentada (Delgadillo et al., 2020; Friedman et al., 2010). 
La regularización Lasso se utiliza en los casos en que hay varios predictores con coeficientes cercanos a 
cero y algunos con coeficientes más amplios. Este tipo de regresión selecciona automáticamente los 
predictores relevantes al modelo y descarta los demás, y produce modelos más parsimoniosos e 
interpretables (Zou & Hastie, 2005).  

Asimismo, se utilizó el algoritmo Random Forest, se trata de una técnica no paramétrica de 
partición recursiva que combina diferentes árboles de decisión predictores de forma tal que de cada 
árbol depende un vector aleatorio que se testea de forma independiente. La ventaja de esta metodología 
es que incorpora aleatoriamente predictores considerados débiles, generalmente ignorados en otros 
modelos debido a la dominancia de los predictores considerados más fuertes (Garge et al., 2013). 
Asimismo, esta metodología permite incluir un número más amplio de predictores. Difiere de la 
regularización Lasso y Ridge, ya que permite trabajar con asociaciones e interacciones complejas y 
relaciones no lineales. Lasso y Ridge tienen dos parámetros λ (lambda) y α (alfa). α se fija 
arbitrariamente en 1 para la regresión Lasso y en 0 para Ridge. El parámetro λ se calculó mediante la 
técnica de la validación cruzada. Para establecerlo se utilizó el paquete glmnet (Friedman, et al., 2010).  

En el algoritmo Random Forest el parámetro a estimar es el mtry, que se define por el número 
de predictores que se asignan aleatoriamente a cada nodo. La afinación del parámetro se realizó 
mediante el paquete randomForest (Liaw & Wiener, 2002), mediante iteraciones sucesivas, para los 
modelos predictores seleccionados. 

Seguidamente, se entrenaron los modelos utilizando el conjunto de datos de entrenamiento. 
Luego se compararon los modelos en términos de RMSE (raíz del error cuadrático medio) y el R2 con el 
propósito de seleccionar el modelo con mejor bondad de ajuste. Una vez realizado esto, se testeó el 
modelo en el conjunto de datos de validación y se compararon los resultados obtenidos en ambos 
conjuntos de datos. Se resumen en la Figura 1 los pasos llevados a cabo en el análisis de los datos. 
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Figura 1 
Pasos realizados en el análisis de los datos 

 

 
 

Un procedimiento similar se siguió para el objetivo 3. En este caso se trabajó con el algoritmo de 
máquina de vectores de soporte (Support Vector Machine, SVM). El SVM es un algoritmo de aprendizaje 
automático supervisado, muy robusto, que permite analizar datos tanto con propósitos de clasificación 
como de regresión (Gareth et al., 2013). Dado un conjunto de datos de entrenamiento en el que se 
incluyen una serie de predictores, siendo el criterio a predecir de clasificación binaria, el algoritmo 
permite establecer predicciones que se testean en una nueva muestra (conjunto de datos de validación 
o test set). El algoritmo tiene como tarea establecer un hiperplano que separe de la mejor forma posible 
ambas clases binarias (criterios a predecir, en esta investigación alto y bajo bienestar psicológico). La 
evaluación del modelo se realiza por la capacidad del algoritmo para poder predecir con mayor 
precisión la pertenencia a cada clase. El SVM tiene 4 parámetros (Kernel, Regularización – C -, gamma y 
épsilon) que en este caso fueron estimados mediante el paquete e1071. Con propósitos comparativos se 
estimó una regresión logística en la que se incluyeron los predictores de ambos modelos de 
personalidad y como criterio el pertenecer al grupo de alto y bajo bienestar. 

Luego se compararon los indicadores de precisión, de sensibilidad y de especificidad obtenidos 
mediante regresión logística y mediante el SVM. El propósito de este procedimiento era poder establecer 
la capacidad predictiva de ambos modelos de personalidad sobre el bienestar psicológico.  

Resultados 

Modelos Predictivos del Bienestar con algoritmos Lasso, Ridge y Random Forest 

En primer lugar, se calcularon las correlaciones entre las variables predictoras de ambos 
modelos (rasgos de personalidad normales, positivos y negativos) y los tres tipos de bienestar 
(emocional, personal, social y total) en el conjunto de datos de entrenamiento. Todas las correlaciones 
obtenidas entre las variables predictoras (rasgos de personalidad) y las variables criterio (tipos de 
bienestar) son significativas al p < .0001.  

En segundo lugar, se calcularon los parámetros afinados de los tres algoritmos predictivos 
(Regresión Lasso, Ridge y Random Forest) del bienestar psicológico en función de los rasgos de 
personalidad normal y de los rasgos positivos y negativos de la personalidad. Tanto el parámetro λ de 
los modelos de regresión como el mtry del algoritmo Random Forest fueron afinados mediante la técnica 
de la validación cruzada.1  

En tercer lugar, se presentan los resultados de los diferentes modelos, incluida la regresión lineal 
de mínimos cuadrados en términos del RMSE (raíz del error cuadrático medio) y el R2 (Tablas 1-4). Se 
considera como criterio de selección de modelo el que cuenta con mayor variancia explicada (mayor R2) 
y menor RMSE. Los resultados demuestran que el mejor modelo predictivo corresponde al algoritmo 
Random Forest. En el conjunto de datos de entrenamiento, tanto para el modelo de rasgos de 

                                                           
1 Las tablas de correlaciones y de la afinación de parámetros no se incluyen en el cuerpo del trabajo por razones de espacio y 
pueden solicitarse a los autores. 
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personalidad normal (modelo base) como para el modelo de rasgos positivos y negativos (modelo a 
testear en esta investigación), el algoritmo Random Forest presentó el menor RMSE tanto para la 
predicción del bienestar total como para el bienestar emocional, personal y social. 

 En relación con la variancia explicada, el modelo de rasgos de la personalidad normal (modelo 
base) explica el 32 % de la varianza del bienestar total, el 34 % de la del bienestar personal, el 23 % de 
la del bienestar emocional y el 11 % de la del bienestar social. El modelo de rasgos positivos y negativos 
(modelo a testear en esta investigación) alcanzó valores similares y en algunos casos algo superiores, 
explicando el 34 % de la varianza del bienestar total, el 36 % de la del bienestar personal, el 24 % de la 
del bienestar emocional y el 16 % de la del bienestar social.  

Estos resultados se validaron en otro conjunto de datos (test set) alcanzándose valores similares 
(validación cruzada). En esta submuestra de validación el algoritmo Random Forest presentó el menor 
RMSE tanto para la predicción del bienestar total como para el bienestar emocional, personal y social. 
Siendo, por lo tanto, este algoritmo el que tuvo una mejor performance para explicar el modelo a testear 
en la investigación (Tabla 5). 

Para explorar la contribución de cada dimensión específica de la personalidad (rasgos) dentro 
de la técnica de Random Forest se calculó la media decreciente de Gini (i.e., IncNodePurity [INP]) para 
el modelo de rasgos positivos y negativos. Este índice demuestra que, para la predicción del bienestar 
total, los predictores más importantes resultaron ser la erudición (INP = 48.48) y la tenacidad 
(INP = 53.68). Los resultados son similares para el bienestar personal: TENACIDAD (INP = 57.40) y 
erudición (INP = 56.11). Para el bienestar emocional fueron tenacidad (INP = 65.66), paz (INP = 52.34) 
y malignismo (INP = 51.77), y para el social erudición (INP = 49.59) y paz (INP = 49.38). 

Modelos predictivos del alto y bajo bienestar psicológico con el algoritmo 
de Support Vector Machine 

Se utilizó el algoritmo Support Vector Machine (SVM) para predecir el bienestar psicológico 
tomando como predictores los modelos de personalidad normal y el modelo de rasgos positivos y 
negativos. 

En primer lugar, se calcularon dos regresiones logísticas para ambos modelos tomando como 
variables predictoras los rasgos de personalidad normal y los rasgos positivos y negativos de 
personalidad. En ambos casos se consideró como criterio el alto/bajo bienestar. Para conformar esta 
última variable se convirtió la variable bienestar total en una variable dummy (0 = bajo bienestar; 
1 = alto bienestar), tomando en cuenta la media (M = 3.05, DE = .86) en la puntuación de bienestar total 
para cada participante; por encima de la media se consideró alto bienestar y por debajo de la media se 
consideró bajo bienestar.  

El modelo de los rasgos de personalidad normal (modelo base) fue estadísticamente 
significativo, χ2 (5, N = 1528) = 431.3.3, p < .001, esto indica que los cinco predictores que componen el 
modelo en conjunto permiten distinguir entre personas con alto y bajo bienestar psicológico. La 
varianza explicada era de 24.6 % (R2 de Cox y Snell). La precisión del modelo (porcentaje de 
predicciones positivas correctas) para identificar los casos de alto bienestar era de 72 %. La sensibilidad 
(porcentaje de casos de alto bienestar detectados) fue de 74 % y la especificidad (porcentaje de casos 
de bajo bienestar detectados) de 69 %. Todos los predictores del modelo (rasgos de personalidad) eran 
significativos (p < .001), siendo la extraversión y el neuroticismo los que registraban valores más 
elevados. 

El modelo de los rasgos positivos y negativos (modelo a testear en esta investigación) fue 
estadísticamente significativo, χ2 (8, N = 1528) = 414, p < .001, esto indica que los siete predictores que 
componen el modelo en conjunto permiten distinguir entre personas con alto y bajo bienestar 
psicológico. La varianza explicada fue de 24 % (R2 de Cox y Snell). La precisión del modelo para 
identificar los casos de alto bienestar era de 71 %. La sensibilidad (porcentaje de casos de alto bienestar 
detectados) fue de 75 % y la especificidad (porcentaje de casos de bajo bienestar detectados) de 67 %. 
Todos los predictores del modelo (rasgos de personalidad) fueron significativos (p < .001), a excepción 
de dos de los rasgos de personalidad negativos (brutalismo y arrogantismo).  

La precisión de ambos modelos (modelo base vs. modelo a testear en esta investigación) para 
poder predecir el alto/bajo bienestar psicológico resultó similar, siendo el modelo de los rasgos de 
personalidad normal el que tuvo una mejor bondad de ajuste (AIC 1696 vs. 1719). 
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En segundo lugar, se utilizó el algoritmo SVM para establecer la eficiencia en la predicción de 
ambos modelos de la personalidad sobre el alto/bajo bienestar psicológico. Los parámetros utilizados 
fueron SVM del tipo de regresión, Kernel radial, gamma = .125 y épsilon = .01. Los vectores de soporte 
fueron 138. Los datos del SVM indican que la precisión de ambos modelos de personalidad es similar, 
así como los indicadores de sensibilidad y especificidad. La sensibilidad (porcentaje de casos de alto 
bienestar detectados) fue de 75 % y la especificidad (porcentaje de casos de bajo bienestar detectados) 
de 61 % tanto para el modelo de rasgos de personalidad normal como para el de rasgos positivos y 
negativos.  
 
Tabla 1 
Ajuste de los modelos para la predicción del bienestar total, según los Rasgos de personalidad normales,  
positivos y negativos (training set: n = 1528 y test set: n = 510) 
 

Regresión/Regularización 

Rasgos de 
personalidad 

normal 
(test set) 

Rasgos de 
personalidad 

normal 
(training set) 

Rasgos 
positivos y 
negativos 
(test set) 

Rasgos positivos 
y negativos 

(training set) 

Regresión Mín Cuadrados     
R2 .32 .35 .33 .34 
RMSE .744 .826 .741 .836 
LASSO     
R2 .32 .36 .31 .34 
RMSE .757 .825 .776 .834 
Ridge     
R2 .32 .36 .32 .34 
RMSE .757 .824 .773 .833 
Random Forest     
R2 .29 .32 .29 .34 
RMSE .580 .714 .579 .703 

 
Tabla 2 
Ajuste de los modelos para la predicción del bienestar personal, según los rasgos de personalidad normales, 
positivos y negativos (training set: n = 1528 y test set: n = 510) 
 

Regresión/Regularización 

Rasgos de 
personalidad 

normal 
(test set) 

Rasgos de 
personalidad 

normal 
(training set) 

Rasgos 
positivos y 
negativos 
(test set) 

Rasgos 
positivos y 
negativos 

(training set) 
Regresión Mín Cuadrados     
R2 .27 .37 .28 .37 
RMSE .806 .805 .799 .804 
LASSO     
R2 .27 .37 .28 .38 
RMSE .816 .804 .827 .803 
Ridge     
R2 .27 .37 .27 .38 
RMSE .816 .804 .828 .802 
Random Forest     
R2 .24 .34 .25 .36 
RMSE .680 .679 .664 .660 
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Tabla 3 
Ajuste de los modelos para la predicción del bienestar emocional, según los rasgos de personalidad normales, 
positivos y negativos (training set: n = 1528 y test set: n = 510) 
 

Regresión/Regularización 

Rasgos de 
personalidad 

normal 
(test set) 

Rasgos de 
personalidad 

normal 
(training set) 

Rasgos 
positivos y 
negativos 
(test set) 

Rasgos 
positivos y 
negativos 

(training set) 
Regresión Mín Cuadrados     
R2 .25 .27 .24 .24 
RMSE .864 .852 .869 .867 
LASSO     
R2 .23 .27 .23 .24 
RMSE .878 .850 .877 .865 
Ridge     
R2 .23 .27 .23 .25 
RMSE .878 .851 .877 .864 
Random Forest     
R2 .22 .23 .20 .24 
RMSE .777 .761 .795 .752 

 
Tabla 4 
Ajuste de los modelos para la predicción del bienestar social, según los rasgos de personalidad normales,  

positivos y negativos (training set: n = 1528 y test set: n = 510) 

 

Regresión/Regularización 

Rasgos de 
personalidad 

normal 
(test set) 

Rasgos de 
personalidad 

normal 
(training set) 

Rasgos 
positivos y 
negativos 
(test set) 

Rasgos 
positivos y 
negativos 

(training set) 
Regresión Mín Cuadrados     
R2 .11 .16 .18 .16 
RMSE .853 .939 .822 .938 
LASSO     
R2 .12 .16 .16 .17 
RMSE .877 .937 .875 .935 
Ridge     
R2 .12 .16 .16 .17 
RMSE .876 .938 .873 .935 
Random Forest     
R2 .09 .11 .13 .16 
RMSE .746 .932 .716 .878 

 
Tabla 5 
Resumen del ajuste de los modelos (r2, random forest) para la predicción de los tipos de bienestar,  
según los rasgos de personalidad normales, positivos y negativos (training set: n = 1528 y test set: n = 510) 
 

 

Tipos de 
Bienestar 
(criterios) 

Rasgos de 
personalidad 

normal 
(training set) 

Rasgos 
positivos y 
negativos 

(training set) 

Rasgos de 
personalidad 

normal 
(test set) 

Rasgos 
positivos y 
negativos 
(test set) 

Performance de los modelos 

Bienestar 
Total 

.32 .34 .29 .34 
Rasgos positivos y negativos 
explica mejor el criterio tanto 
en el training como en el test 
set, especialmente para el 
bienestar personal y social en 
el test set 

Personal .34 .36 .24 .36 
Emocional .23 .24 .22 .24 

Social .11 .16 .09 .16 



Castro Solano, A., Lupano Perugini, M. L.,  
Caporiccio Trillo, M. A., & Cosentino, A. C. 

Validación de un modelo de rasgos positivos y negativos 
de personalidad como predictores del bienestar psicológico 

aplicando algoritmos de machine learning 

 

 
12 

Discusión 

Este estudio perseguía como objetivo principal poder verificar un modelo predictivo integrado 
de rasgos de la personalidad positivos y negativos tomando como criterio el bienestar psicológico 
(personal, emocional y social) mediante la implementación de algoritmos de aprendizaje automático.  

A partir de tres algoritmos predictivos (Regresión Lasso, Ridge y Random Forest) se probó la 
eficacia predictiva del modelo testeado de rasgos positivos y negativos, derivados de un modelo léxico, 
que resultó similar e incluso algo superior a la capacidad predictiva del FFM para la predicción tanto del 
bienestar hedónico como eudaemónico.  

En relación con la capacidad predictiva de cada uno de los rasgos positivos y negativos incluidos 
en el modelo integrado, se observó que todos resultaron predictores significativos a excepción de dos 
de los rasgos de personalidad negativos (brutalismo y arrogantismo). Como era de esperar, los rasgos 
positivos resultaron todos predictores significativos, tal como lo muestran los estudios previos 
realizados con el modelo de los Cincos Altos (HFM; Castro Solano & Cosentino, 2017, 2019; Cosentino & 
Castro Solano, 2017). Los rasgos que tenían más peso en la predicción del bienestar (total y personal) 
eran erudición y tenacidad, agregándose paz y malignismo para la predicción del bienestar emocional y 
personal. En términos generales, los rasgos positivos comentados (erudición y tenacidad) tenían un 
efecto protector sobre el bienestar psicológico. Este resultado confirma asimismo los hallazgos previos 
realizado con este mismo modelo de rasgos positivos en ocasión de predecir el ajuste académico a la 
vida universitaria (Castro Solano & Cosentino, 2019). Malignismo (e.g., corrupto, embusteros, 
malintencionado) es el rasgo negativo más vinculado conceptualmente con su equivalente 
maquiavelismo y psicopatía de la Tríada Oscura. Este resultado coincide con los estudios previos en los 
que estos rasgos negativos son aquellos que predicen mejor las asociaciones negativas con el bienestar, 
sobre todo, de carácter eudaemónico (e.g., Blasco-Belled et al., 2024; Liu at al., 2021). Finalmente, paz, 
que sería el opuesto de neuroticismo en el FFM, es el rasgo más asociado con el bienestar emocional y 
social. Estos hallazgos están en la línea de los estudios previos comentados sobre la relación entre rasgos 
de la personalidad y el bienestar. 

Por otro lado, se utilizó el algoritmo Support Vector Machine para verificar la precisión, 
sensibilidad y especificidad del modelo predictivo de los rasgos de personalidad positivos y negativos 
para identificar correctamente personas con alto y bajo bienestar psicológico. Los resultados hallados 
muestran que, tanto para el modelo base (rasgos normales) como para el modelo testeado (rasgos 
positivos y negativo integrado), la precisión, la sensibilidad y la especificidad fueron similares. Debe 
destacarse que, de acuerdo a lo observado, puede inferirse que la especificidad, es decir, la capacidad de 
estos modelos de detectar casos de bajo bienestar es menor respecto de su sensibilidad y precisión. Esto 
puede estar influido por la menor capacidad predictiva que han mostrado los rasgos del modelo de 
rasgos negativos (BAM) —que suelen estar más asociados al bajo bienestar—, respecto del modelo de 
rasgos positivos (HFM) —más asociados al alto bienestar—. Razón por la cual en futuros estudios se 
deberá seguir estudiando la validez de contenido del inventario BAM a fin de identificar si los ítems son 
representativos del constructo evaluado.  

La fortaleza del estudio presentado recae en dos aspectos centrales. Por un lado, se verifica un 
modelo integrado de rasgos positivos y negativos para la predicción del bienestar. Además, este modelo 
se ha desarrollado desde la aproximación psicoléxica que permite captar las variantes locales (émicas) 
y singulares de los constructos estudiados en cada cultura particular. Este aspecto no resulta menor 
dado el debate que se ha generado, principalmente, en cuanto a la universalización de algunos 
constructos positivos como el modelo de virtudes y fortalezas de Peterson y Seligman (2004) (Lopez et 
al., 2002). Muchos investigadores han advertido sobre los posibles sesgos etnocéntricos que pueden 
acarrearse al manejarse con clasificaciones desde una perspectiva ético-impuesta (Christopher & 
Hickinbotton, 2008; Snyder et al., 2011). Por ello la necesidad de generar modelos locales para la 
evaluación de este tipo de fenómenos que pueden estar influidos por aspectos culturales. La ventaja de 
este estudio, por sobre los ya realizados localmente, es que muestra el poder predictivo de estos rasgos 
en un modelo integrado. Si bien los antecedentes sobre otros modelos de rasgos positivos y negativos 
dan cuenta de que no se trata de rasgos opuestos o que puedan ser entendidos como un continuum 
(Kaufman et al., 2019), resulta interesante verificar su poder predictivo de forma conjunta. 
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Otra de las fortalezas de este estudio es la utilización de una metodología novedosa basada en 
algoritmos de machine learning con propósitos predictivos (Yarkoni & Westfall, 2017), lo que le aporta 
objetividad y rigurosidad a la investigación desarrollada. También es de destacar el amplio número de 
sujetos de la muestra, que permitió realizar técnicas de validación cruzada para seleccionar y estimar 
los mejores parámetros posibles de los modelos trabajados. 

En cuanto a las limitaciones, se debe mencionar que para la recolección de los datos se han usado 
medidas de autoinforme que pueden estar influidas por una tendencia a responder de una forma 
socialmente deseable y afectar la validez de los datos y las inferencias realizadas. Otra de las limitaciones 
del trabajo es la selección de los algoritmos de aprendizaje automático, limitándose a los algoritmos 
basados en técnicas de regresión y de partición recursiva (Random Forest). Las metodologías actuales 
en el campo de la inteligencia artificial permiten incluso el uso de algoritmos muy sofisticados con 
propósitos predictivos que no se incluyeron en el presente estudio. 

La inclusión tanto del modelo de rasgos positivos y negativos basados en un enfoque psicoléxico 
así como del uso de las técnicas de aprendizaje automático permiten avizorar un panorama muy 
prometedor para el tratamiento de las variables de personalidad como predictoras de una gran variedad 
de resultados psicológicos. Los instrumentos derivados de este modelo se componen de adjetivos que 
usan frecuentemente la personas para describirse a sí mismas y los demás, cuentan con validez 
ecológica y empírica y permiten valorar en pocos minutos importantes características psicológicas. En 
futuras investigaciones resultará interesante incluir estos predictores para valorar importantes 
resultados psicológicos en ámbitos aplicados específicos, tales como el laboral (e.g., predecir la 
satisfacción laboral, el compromiso y el flow en el trabajo), el académico (e.g., satisfacción con la elección 
vocacional) o incluso en el campo de los tratamientos psicológicos (e.g., satisfacción con la psicoterapia, 
eficacia de los tratamientos).  
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