
Un tema que ha suscitado mayor interés entre los investigadores del análisis de datos longitudinales ha sido el desa-
rrollo, a través de estudios de simulación, de modelos de análisis que incorporen aquellas estructuras de covarianza 
que mejor se ajusten a los datos. Al analizar las estructuras de covarianza en el ámbito de datos longitudinales, nos en-
contramos que no siempre las varianzas son constantes. Así, es frecuente que las varianzas incrementen con el tiempo 
cuando las correlaciones entre observaciones igualmente espaciadas no son homogéneas. En este trabajo llevamos a 
cabo un estudio de simulación, a fin de analizar dos estructuras de coeficientes aleatorios con correlaciones no esta-
cionarias. La primera con varianzas constantes (RC) y la segunda, dada su utilidad en contextos longitudinales, con 
varianzas que presentan una estructura lineal (RCL). Una vez generadas ambas matrices de covarianza, RC y RCL, se 
ajustan once estructuras de covarianza mediante el PROC MIXED para el criterio Akaike, lo que permite seleccionar 
la de mejor ajuste. El objetivo de este estudio es conocer cuáles son los porcentajes de ajuste de las distintas matrices 
de covarianza y en que medida la de mejor ajuste es la matriz de covarianza de la población. 
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simulación Monte Carlo. 
 
A topic that has aroused great interest among researchers who analyse longitudinal data has been the development, 
by means of simulation studies, of analytic models that incorporate the covariance structures which best fit the data. 
When analysing covariance structures within the context of longitudinal data one finds that the variances are not 
always constant. Indeed, the variances commonly increase over time when the correlations between equally spaced 
observations are not homogeneous. This paper reports a simulation study which analysed two random coefficient 
models with nonstationary correlations. The first had constant variances (RC), while the second, given its utility in 
longitudinal contexts, showed variances with a linear structure (RCL). Once the two covariance matrices (RC and 
RCL) had been generated, eleven covariance structures were fitted by means of PROC MIXED for the Akaike crite-
rion, thus enabling the best fit to be selected. The aim of the study was to determine the fit percentages of the different 
covariance matrices and the extent to which the one with the best fit corresponds to the population covariance matrix. 

Keywords: Covariance structures, split-plot designs, random coefficient models, Akaike criterion, Monte Carlo  
simulation.
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A lo largo de los últimos años ha habido un notable in-
cremento de estudios longitudinales, tanto en ciencias socia-
les como psicológicas. Así, en una reciente revisión realizada 
sobre 10 revistas de psicología en los años 1999 y 2003, se 
concluye que si en 1999 el 33% de estudios publicados fueron 
longitudinales,  en 2003 fue el 47% (Singer y Willet, 2005). 
En este mismo sentido, Bono, Arnau y Vallejo (2008), en una 
revisión bibliográfica de estudios longitudinales registrados en 
las bases de datos PsycInfo y Medline durante el período 1985-
2005, constataron una creciente tendencia de investigaciones 
longitudinales. Estos datos corroboran el espectacular avance  
de los estudios de carácter longitudinal. Uno de los motivos del 
incremento de estos estudios es que el enfoque longitudinal, 
comparado con el transversal, es más eficiente, más robusto en 
la selección del modelo y  estadísticamente más potente  (Ed-
wards, 2000; Helms, 1992; Zeger y Liang, 1992).

En lo que concierne al análisis de datos longitudinales, pue-
den seguirse diversos procedimientos (véase una revisión de 
los mismos en Arnau y Bono, 2008). Así, el enfoque basado en 
el modelo lineal mixto (MLM) asume que las observaciones 
constan de dos partes, los efectos fijos y los efectos aleatorios. 
Los efectos fijos son los valores esperados de las observaciones 
y los efectos aleatorios las varianzas y covarianzas de las obser-
vaciones. Mediante esta metodología, el investigador modela 
la estructura de covarianza y consigue una mayor robustez en 
la prueba de los efectos de medidas repetidas, así como de su 
interacción con el factor grupos. Laird y Ware (1982) propu-
sieron las bases del MLM en que se tiene en cuenta la posible 
correlación de los errores intra-sujeto. Posteriormente, Cnaan, 
Laird y Slasor (1997) y Verbeke y Molenberghs (2000) pre-
sentaron una especificación más completa y aplicaron el MLM 
a datos longitudinales de medidas repetidas. A diferencia de 
los procedimientos clásicos, como el análisis univariante de la 
varianza (ANOVA) y el análisis multivariante de la varianza 
(MANOVA), el MLM afronta de forma directa el problema 
relativo a la modelación de la estructura de covarianza. Con 
el MLM se especifica, a partir de los datos, la estructura de 
la matriz de covarianza sin tener que presuponerla. Así, se 
consigue una estimación más eficiente de los efectos fijos y, 
en consecuencia, la obtención de pruebas estadísticas más po-
tentes (Wolfinger, 1996). A su vez, el MLM no requiere datos 
balanceados y completos como ocurre con el ANOVA y el MA-
NOVA, siendo esto de suma importancia puesto que los datos 
longitudinales suelen ser incompletos. Por ello, tal como desta-
can Littell, Milliken, Stroup y Wolfinger (1996), la mayoría de 
los procedimientos actuales aplican los métodos basados en el 
MLM con una estructura paramétrica especial de las matrices 
de covarianza. Así, lo que hace del análisis de medidas repe-
tidas algo distinto es la estructura de covarianza de los datos  
observados.  

El uso de modelos explícitos para definir la estructura de 
covarianza de los datos es uno de los temas más controverti-
dos entre los estudiosos del análisis de datos longitudinales. 
Núñez-Antón y Zimmerman (2001) destacan que el análisis 

de estructuras de covarianza no estacionarias en el contexto 
de datos longitudinales no se ha realizado de forma detallada. 
Núñez-Antón y Zimmerman (2000) concluyen que muchos de 
los modelos propuestos recientemente son no estacionarios, de 
forma que es posible modelizar varianzas no constantes y/o co-
rrelaciones que no sean sólo función del tiempo que separa a 
dos observaciones dadas.  Esta clase de estructuras son bastante 
comunes en la mayoría de datos de carácter longitudinal. La 
estructura de covarianza más típica en datos longitudinales es la 
no-estructurada, dado que no exige ninguna asunción respecto a 
los términos de error y permite cualquier patrón de correlación 
entre las observaciones. Con estos modelos aplicables a datos 
longitudinales, se asume la no estacionariedad de varianzas y 
correlaciones (ecuación 1).

(1)

Otra estructura frecuente con datos longitudinales es la au-
torregresiva donde las correlaciones decrecen a medida que el 
tiempo de separación entre observaciones aumenta (ecuación 
2). En este modelo, las varianzas son constantes y las correla-
ciones entre medidas equidistantes en el tiempo son las mismas. 

(2)
 

A diferencia de los modelos no-estructurados, estudiados 
en un trabajo previo (Arnau, Bono y Vallejo, 2009), hay otros 
modelos donde la no estacionariedad de los datos tiene una es-
tructura con pocos parámetros (Núñez-Antón y Zimmerman, 
2001). Por ejemplo, los modelos de coeficientes aleatorios 
pueden usarse para modelizar ciertos tipos de no estaciona-
riedad (Diggle, Liany y Zeger, 1994). Estos modelos han sido 
propuestos en contextos de datos longitudinales y no han sido 
comparados con procedimientos Monte Carlo, particularmente 
con no estacionariedad en las varianzas. Así, en este trabajo es-
tudiaremos dos estructuras de coeficientes aleatorios, una con 
varianzas constantes (RC) y otra con varianzas que presentan 
una estructura lineal (RCL):
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(3)

(4)

En la práctica, cuando las varianzas son no-constantes y las 
correlaciones son no- estacionarias, puede que el ajuste del mo-
delo sea incorrecto. De este modo, pretendemos hallar cuál es 
la estructura de varianza-covarianza de mejor ajuste en función 
de la cantidad de medidas repetidas, la homogeneidad/hetero-
geneidad de la matriz de covarianza entre-grupos, los tamaños 
de muestra y el índice de esfericidad. 

El interés de este estudio de simulación radica en determi-
nar la estructura de covarianza más adecuada, dado que cuando 
se modela de forma efectiva la estructura de covarianza se ob-
tienen estimaciones más exactas (con menor sesgo) y también 
más precisas (con menor varianza) de los parámetros del mode-
lo (Vallejo, Arnau, Bono, Fernández y Tuero, 2010).  Con el fin 
de hallar los porcentajes de ajuste a la estructura RC de distintas 
matrices de covarianza y compararlos con los de la estructura 
RCL, más común en datos de carácter longitudinal, se usa el 
programa PROC MIXED del sistema SAS.

Método de simulación

La modalidad de diseño split-plot simulada en este trabajo 
incluye un factor entre-sujetos, donde los sujetos (i = 1,…,nj) 
son elegidos al azar para cada grupo (j = 1,…,J), y un factor 
intra-sujetos de medidas repetidas (k = 1,…,K). El objetivo de 
esta clase de diseño es estudiar el efecto principal de medidas 
repetidas y la interacción grupos x medidas repetidas. Se asume 
que los datos se distribuyen normalmente.

Variables del estudio

El análisis de los diseños split-plot se ha llevado a cabo con 
diseños balanceados y no balanceados, con un factor entre suje-
tos y un factor intra sujetos. Del factor entre sujetos se tomaron 
tres valores y del factor intra los valores cuatro, seis y ocho. En 
el trabajo de simulación se han seleccionado las combinaciones 
de cinco factores para cada nivel de K: a) estructura de cova-
rianza de la población, b) estructura de covarianzas entre-gru-
pos homogéneas y heterogéneas, c) tamaños de muestra total, 
d) tamaños de grupo iguales y desiguales y e) emparejamientos 
de las matrices de covarianza y tamaños de grupos.

A fin de generar los datos, se usaron dos estructuras de co-
varianza con heterogeneidad intra-sujeto: RC y RCL. La es-
tructura RC presenta varianzas constantes y la RCL varianzas 
que mantienen entre sí una relación lineal, ya que con datos 
longitudinales es frecuente que las varianzas incrementen con 
el tiempo (Núñez-Antón y Zimmerman, 2000, 2001). A su vez, 
se investigó la violación del supuesto de esfericidad, tomán-
dose los índices ε = 0,57 y 0,75. Cuando ε = 1, se satisface el 
supuesto de esfericidad con diseños J x K, mientras que con 
ε = 1/(K-1) el índice toma el valor opuesto o extremo. La ma-
yoría de trabajos utilizan como buena aproximación a la es-
fericidad el valor de 0,75, mientras que para la no-esfericidad 
usan el valor 0,57 (Arnau et al., 2009; Algina y Keselman, 
1998; Keselman, Algina, Kowalchuk y Wolfinger, 1999; Lix, 
Algina y Keselman, 2003). La Tabla 1 muestra los valores 
de las matrices de covarianza para los índices de esfericidad 
correspondientes a estructuras de cuatro medidas repetidas. 
Omitimos reproducir los valores de las matrices de covarianza 
generadoras correspondientes a estructuras de 6 y 8 medidas  
repetidas.

Tabla 1. Matrices de varianza-covarianza de la población.

Nota. RC: modelo de coeficientes aleatorios con varianzas constantes; 
RCL: modelo de coeficientes aleatorios con varianzas lineales; ε: índice 
de esfericidad.

Del conjunto de estructuras de covarianza generadas, se 
analizó tanto el caso de matrices de covarianza entre-grupos 
iguales como desiguales. Con matrices heterogéneas, la des-
igualdad de los grupos se ajustó a la ratio 1:3:5 como en los 
trabajos de Arnau et al., 2009; Keselman, Carriere y Lix (1993), 
Vallejo, Fidalgo y Fernández (2001), Lix et al. (2003), Livacic-
Rojas, Vallejo y Fernández (2006) y Vallejo y Ato (2006). Por 
otra parte, también se investigaron las condiciones de igualdad 
y no-igualdad de los tamaños de grupos. Se consideraron tama-
ños de muestra totales de N = 30, 36 y 42. De cada valor N, se 
tomaron tamaños de grupo iguales y desiguales. De este último 
caso, se eligieron tamaños grupales que representan valores del 
coeficiente de variación del tamaño de grupo, Δnj, de 0,41 y 
cuando los tamaños de grupo son iguales Δnj=0. Con Δnj = 0,41, 
los tamaños de grupos no-iguales fueron: a) 5, 10, 15 (N = 30), 
b) 6, 12, 18 (N =36), c) 7, 14, 21 (N = 42). Con Δnj = 0, los 
tamaños de grupos iguales fueron: a) 10, 10, 10 (N = 30), b) 12, 

ESTRUCTURAS DE COVARIANZA NO ESTACIONARIAS



4

12, 12 (N =36), c) 14, 14, 14 (N = 42).  Por último, se definió 
el tipo de emparejamiento entre tamaños de grupos y matriz 
de covarianza. El emparejamiento positivo asocia el grupo de 
mayor tamaño con la matriz de covarianza cuyos valores son 
mayores. Por el contrario, el emparejamiento negativo relacio-
na el tamaño de grupo más grande con la matriz de covarianza 
de elementos más pequeños. En el caso de diseños balanceados, 
el emparejamiento es nulo. 

En la Tabla 2 se resumen las distintas combinaciones de las 
variables examinadas en este estudio. De cada combinación se 
han realizado 1000 réplicas a un nivel de significación de 0,05: 
K x estructuras de covarianza x e x combinaciones N(n1 n2 n3)/
Δnj/covarianzas entre-grupos/emparejamiento x replicas (3 x 2 
x 2 x 12 x 1000 = 144.000).

Tabla 2. Tamaños de grupo de diseños balanceados y no balanceados 
con J=3, K=4, 6 y 8, matrices de covarianza de la población RC y RCL, 
y ε = 0,57 y ε = 0,75

N n1 n2 n3 Δnj
Covarianzas 
entre-grupos Emparejamiento

30 10 10 10 0 = Nulo
36 12 12 12 0 = Nulo
42 14 14 14 0 = Nulo
30 10 10 10 0 ≠ Nulo
36 12 12 12 0 ≠ Nulo
42 14 14 14 0 ≠ Nulo
30 5 10 15 0,41 ≠ +
36 6 12 18 0,41 ≠ +
42 7 14 21 0,41 ≠ +
30 15 10 5 0,41 ≠ -
36 18 12 6 0,41 ≠ -
42 21 14 7 0,41 ≠ -

Notas. Δnj: coeficiente de variación del tamaño de grupo, =/≠: homo-
geneidad/heterogeneidad de matrices de covarianza entre grupos, +/- 
emparejamiento positivo/negativo de tamaños de grupo y matrices de 
covarianza.

Los datos de las simulaciones se han generado median-
te una MACRO del SAS 9.1.3 (SAS Institute, 1997) y del 
lenguaje de programación IML (Interactive Matriz Langua-
ge) del SAS (SAS Institute, 1999a). En primer lugar, se ge-
neraron las matrices de covarianza a partir de varianzas y 
correlaciones para valores de ε = 0,57 y ε = 0,75. Posterior-
mente, con el generador RANNOR del SAS (SAS Institu-
te, 1999b) se derivaron observaciones pseudoaleatorias de 
distribución normal mediante el factor Cholesky de la ma-
triz de covarianza Σj. Por último, cada conjunto de datos se 
analizó con el PROC MIXED utilizando la estructura de co-
varianza seleccionada por el criterio de información Akaike  
(AIC). 

 Estructuras de covarianza ajustadas a los datos

Teniendo en cuenta la heterogeneidad tanto intra como 
entre-sujetos, se ajustaron 11 estructuras de covarianza con el 
PROC MIXED para el criterio AIC, a fin de seleccionar la de 
menor valor. Se ajustaron las siguientes matrices de covarianza: 
a) simetría compuesta (CS), b) no estructurada (UN), c) auto-
rregresiva de primer orden (AR), d) esférica de Huynh-Feldt 

(HF), e) simetría compuesta heterogénea intra-sujetos (CSH), 
f) autorregresiva de primer orden heterogénea intra-sujetos 
(ARH), g) de coeficientes aleatorios (RC), h) no estructurada 
heterogénea entre-sujetos (UNj), i) esférica de Huynh-Feldt he-
terogénea entre-sujetos (HFj), j) autorregresiva de primer orden 
heterogénea intra y entre-sujetos (ARHj) y k) de coeficientes 
aleatorios heterogénea entre-sujetos (RCj), donde el subíndice 
j indica que las matrices de covarianza no son iguales entre los 
grupos.

Resultados

En el estudio de simulación, se determinó la estructura de 
covarianza seleccionada mediante el criterio AIC de entre 11 
estructuras de covarianza (CS, UN, AR, HF, CSH, ARH, RC, 
UNj, HFj, ARHj y RCj). Las Tablas 3 y 4 muestran los por-
centajes de ajuste de las 11 matrices a las estructuras de co-
varianza generadas, en función de las distintas combinaciones 
de las variables estudiadas. Cabe destacar que con covarian-
zas entre-grupos homogéneas se utilizaron las matrices de la 
población RC y RCL y con covarianzas heterogéneas, RCj y 
RCLj.

En el presente trabajo se optó por el criterio de ajuste AIC 
por comportarse mejor que el criterio de información bayesia-
na (BIC). Keselman, Algina, Kowalchuk y Wolfinger (1998) 
comprobaron que el criterio AIC elige el 47% de las veces la 
estructura de covarianza poblacional verdadera, mientras que 
el criterio BIC escoge correctamente un 35%. Ferron, Dailey 
y Yi (2002) también comprobaron que AIC selecciona la es-
tructura de covarianza verdadera en un 79% y el criterio BIC 
el 66%. Gomez, Schaalje y Fellingham (2005) concluyen que 
AIC tiene mayores tasas de éxito con estructuras de covarianza 
complejas como por ejemplo la UN. Más recientemente, Va-
llejo, Ato y Valdés (2008) comprobaron que con tamaños de 
grupo diferentes, el criterio AIC es el mejor para estimar los 
errores estándar. Por todo ello, hemos realizado un estudio de 
simulación utilizando el criterio AIC. No obstante, el criterio 
AIC no siempre selecciona la estructura verdadera, dado que 
otras estructuras pueden proporcionar aproximaciones adecua-
das. A nuestro entender, la única forma de conocer si el modelo 
realmente ajusta los datos es comparar la matriz de varianzas y 
covarianzas de la población con la empírica. Aunque no hemos 
incluido esta comparación, hemos constatado una coincidencia 
entre ambas bastante aceptable cuando el porcentaje de ajuste 
es superior al 60%.

Homogeneidad de covarianzas entre grupos 

En términos generales, la Tabla 3 muestra que con cova-
rianzas homogéneas, la estructura que mejor se ajusta a las 
matrices RC, es la RCj (83,3-96,2%), tanto si se viola el su-
puesto de esfericidad (ε = 0,57) como si es cercano a la unidad 
(ε=0,75). Sólo en el caso K = 8 y e = 0,57, la matriz RC mues-
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tra un mejor ajuste (80,4%). Con matrices de covarianza RCL 
(Tabla 4), la estructura seleccionada más frecuentemente es la 
CSH (40-76,3%), a excepción del caso K = 8 y e = 0,75, donde 
la matriz de mejor ajuste es la UN (49%).

Heterogeneidad de covarianzas entre grupos

La Tabla 3 muestra que con matrices de covarianza hete-
rogéneas RC, la estructura que mejor se ajusta es la RCj (36-
81,7%). Por el contrario, cuando el emparejamiento es negativo 
y K = 4, se ajusta mejor la matriz UNj tanto con e = 0,57 (46%) 
como con e = 0,75 (45%). Con matrices de covarianza RCL 
son varias las estructuras que muestran un mayor porcentaje 
de ajuste (Tabla 4). Así, cuando las matrices de covarianza son 
heterogéneas, el ajuste de la matriz UNj oscila entre 27,3-87,9% 
y el ajuste de la matriz ARHj se halla entre 34,6-52%. En el caso 
de K=8, ε = 0,75 y emparejamientos no nulos, la estructura UN 
es la que mejor se ajusta: con emparejamiento positivo el por-
centaje es de 65,3% y con emparejamiento negativo de 58,6%. 
Por último, las estructuras menos frecuentes que muestran un 
mejor porcentaje de ajuste son CSH y RCj.

Tabla 3. Porcentaje de ajuste de 11 posibles estructuras de covarianza 
seleccionadas por AIC para la matriz de la población RC.

e = 0,57 e = 0,75
Covarianzas entre grupos

Emparejamiento
Covarianzas entre grupos 

Emparejamiento
Matriz 
de ajuste

= 
Nulo

≠
Nulo

≠
+

≠
-

= 
Nulo

≠
Nulo

≠
+

≠
-

K = 4
CS 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
UN 13,7 1,4 0,4 1,5 13,1 0,9 0,6 2,1
AR 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
HF 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
CSH 0,3 0,1 0,0 0,1 0,2 0,1 0,0 0,0
ARH 0,6 0,0 0,0 0,0 0,4 0,0 0,0 0,0
RC 0,0 11,0 17,5 9,4 0,0 11,6 18,6 10,4
UNj 1,9 31,5 29,3 46,0 2,2 30,8 29,4 45,0
HFj 0,0 1,0 1,1 2,3 0,1 0,9 1,3 1,3
ARHj 0,2 4,7 1,9 3,5 0,1 5,1 2,3 3,3
RCj 83,3 50,3 49,8 37,2 83,9 50,6 47,8 37,8

K = 6
CS 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
UN 1,9 0,3 0,1 2,2 1,6 0,3 0,3 3,9
AR 0,0 0,0 0,0 0,0 0,0 0,0 0,1 0,0
HF 0,0 0,0 0,2 0,0 0,2 0,0 0,2 0,6
CSH 0,1 0,0 0,1 0,1 0,2 0,0 0,0 0,2
ARH 0,0 0,0 0,1 0,0 0,1 0,0 0,1 0,0
RC 0,0 11,4 19,9 11,4 0,0 12,8 28,6 16,7
UNj 1,6 23,1 6,1 28,1 1,6 15,6 1,7 12,5
HFj 0,2 5,7 8,3 0,6 1,8 33,2 6,9 13,2
ARHj 0,0 1,3 1,7 3,8 0,0 2,1 1,8 8,5
RCj 96,2 58,3 63,4 53,8 94,5 36,0 60,2 44,3

K = 8
CS 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
UN 0,0 0,1 0,3 4,8 0,2 0,1 0,1 1,9
AR 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
HF 0,0 0,0 0,0 0,1 0,1 0,0 0,0 1,1
CSH 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,3
ARH 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
RC 80,4 14,9 31,7 25,7 0,0 8,0 21,5 14,5
UNj 6,6 40,8 0,0 0,0 7,1 21,1 0,0 0,0
HFj 0,9 0,0 0,0 0,0 0,0 20,9 0,0 0,0
ARHj 0,0 0,2 0,1 1,9 0,0 0,0 0,0 0,2
RCj 12,1 44,1 67,9 67,5 92,6 49,9 78,3 81,7

Nota. La estructura con mayor porcentaje de ajuste se muestra en ne-
grita.

Tabla 4. Porcentaje de ajuste de 11 posibles estructuras de covarianza 
seleccionadas por AIC para la matriz de la población RCL.

e = 0,57 e = 0,75
Covarianzas entre grupos

Emparejamiento
Covarianzas entre grupos 

Emparejamiento
Matriz 
de ajuste

= 
Nulo

≠
Nulo

≠
+

≠
-

= 
Nulo

≠
Nulo

≠
+

≠
-

K = 4
CS 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
UN 30,1 4,0 5,0 2,7 14,3 3,0 3,0 2,3
AR 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
HF 0,0 0,0 0,0 0,0 0,3 0,3 0,0 0,0
CSH 40,0 8,0 8,7 8,7 66,0 8,7 12,3 7,0
ARH 17,7 1,0 0,7 1,0 9,0 0,3 0,3 0,7
RC 0,0 2,0 2,7 1,0 0,3 0,0 0,0 0,0
UNj 3,3 36,7 42,7 52,7 6,0 26,7 30,7 40,0
HFj 0,0 0,0 0,7 2,0 0,7 9,0 12,7 11,0
ARHj 3,0 45,0 36,0 29,3 3,0 52,0 40,7 39,0
RCj 5,7 3,3 3,7 2,7 0,3 0,0 0,3 0,0

K = 6
CS 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
UN 17,0 4,3 0,0 13,7 11,7 1,7 6,3 11,3
AR 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
HF 0,0 0,0 4,0 0,0 0,3 0,0 1,0 0,0
CSH 59,7 10,3 27,1 24,7 76,3 11,3 37,1 22,3
ARH 0,0 1,3 1,7 0,0 0,3 0,0 0,7 0,0
RC 0,0 0,6 14,7 3,7 1,7 0,7 4,1 0,7
UNj 6,7 55,7 0,3 27,3 4,3 39,0 0,0 21,7
HFj 0,0 2,3 6,6 0,0 1,7 22,7 9,2 5,0
ARHj 0,0 14,3 10,0 21,7 0,3 23,7 33,8 36,4
RCj 16,7 11,0 35,5 9,0 3,3 1,0 7,4 2,3

K = 8
CS 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
UN 15,4 5,7 24,3 33,9 49,0 8,0 65,3 58,6
AR 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
HF 0,0 0,0 0,0 0,0 2,7 0,3 5,7 2,2
CSH 52,7 6,0 43,0 27,8 17,7 2,7 14,0 22,2
ARH 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
RC 4,3 0,0 4,0 1,0 0,0 0,0 2,3 5,2
UNj 22,7 76,6 0,0 0,0 29,0 87,9 0,0 0,0
HFj 3,7 0,0 0,0 0,0 0,0 0,0 0,0 0,0
ARHj 0,0 11,4 22,7 34,6 0,0 0,0 0,3 0,4
RCj 1,0 0,3 6,0 2,7 1,7 1,0 12,3 11,4

Nota. La estructura con mayor porcentaje de ajuste se muestra en ne-
grita.

Discusión

Hasta mediados de los noventa, la primera desventaja de los 
modelos que ajustan las matrices de covarianza fue la ausencia 
de paquetes estadísticos que permitiesen dicho ajuste. Actual-
mente, el paquete estadístico SAS 9.1.3, con su PROC MIXED 
ha logrado que muchos de estos modelos se puedan ajustar y 
comparar a otros modelos alternativos. Los modelos CS, UN, 
AR, HF, CSH, ARH, RC, UNj, HFj, ARHj y RCj son definibles 
con el PROC MIXED, aunque en los modelos RC es posible 
que existan problemas de convergencia con el algoritmo. Sin 
embargo, todavía existen algunos modelos, como por ejemplo 
el RCL, que no pueden ajustarse.

La elección de la estructura de covarianza puede realizarse 
con el uso de gráficos, con la comparación de las estimaciones 
de covarianza y con la utilización de índices de ajuste que es la 
opción utilizada en este estudio. Es importante señalar que las 
estimaciones de los efectos fijos con distintas estructuras de co-
varianza pueden presentar los mismos valores, aunque los erro-
res estándar de estas estimaciones varíen en gran medida. En 
consecuencia, las pruebas de significación dependen de la es-
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tructura de covarianza elegida, aunque no así las estimaciones 
de los efectos fijos. Ello tiene una mayor repercusión cuando 
los datos no están balanceados o bien los intervalos de tiempo 
entre las observaciones no son constantes. 

El estudio de simulación nos ha permitido seleccionar las 
matrices de covarianza de mejor ajuste según el criterio AIC. 
Con ello se tienen en cuenta los posibles sesgos debidos a una 
elección errónea que influyen en la robustez del estadístico 
utilizado (Vallejo et al., 2008). Con homogeneidad y hetero-
geneidad de covarianzas y matrices RC, hallamos que la es-
tructura RCj se ajusta con un porcentaje elevado. No ocurre lo 
mismo con matrices de covarianza RCL. En este caso, cuando 
las matrices de covarianza son homogéneas, la estructura de 
mejor ajuste es la CSH y cuando las matrices de covarianza 
son heterogéneas, han sido diversas las estructuras que pueden 
ajustarse, la más frecuente la UNj. Además, cabe destacar que 
estos porcentajes no son tan elevados como cuando la matriz de 
población es la RC. Estos resultados nos indican la dificultad 
ante la que nos encontramos cuando la matriz poblacional es 
RCL, puesto que el PROC MIXED no tiene incorporada dicha 
matriz para su ajuste.

Nuestro principal objetivo ha sido ilustrar, mediante un es-
tudio de simulación, qué ocurre ante la existencia de no esta-
cionariedad en las varianzas en modelos de coeficientes aleato-
rios. Es decir, hallar los posibles modelos que permiten explicar 
estos comportamientos no estacionarios. Así, comparamos el 
ajuste de estos modelos a matrices RCL con el ajuste de los 
mismos modelos a matrices RC. El interés especial de este tra-
bajo está en que el modelo RCL es muy frecuente con datos 
de carácter longitudinal y no se tiene en cuenta en el PROC 
MIXED del SAS. Cuando este es el caso, debemos ser muy 
reticentes con el uso del PROC MIXED.

Otro aspecto interesante de abordar en futuros estudios sería 
replicar el mismo trabajo de simulación pero con datos que no 
se distribuyan normalmente, puesto que es sabido que las dis-
tribuciones encontradas en contextos de investigaciones reales 
se alejan de la normalidad Por ejemplo, del trabajo de Micceri 
(1989) se desprende que las distribuciones más frecuentes en-
contradas en la literatura científica son moderadamente asimé-
tricas y con una curtosis extremadamente desviada de la normal. 
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